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Аннотация

В  работе  рассмотрены  различные  варианты  применения  классических

эпистемологических  теорий  научного  объяснения  к  моделям  и  алгоритмам  машинного

обучения. Показано, что наиболее успешные на сегодняшний день подходы к объяснению

работы  алгоритмов  машинного  обучения  соответствуют  модели  объяснения,

основанной на понятии статистической релевантности. 
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Введение

В  течении  последних  нескольких  лет  в  компьютерных  науках  имел  место

значительный  прогресс  в  области  моделей  машинного  обучения.  Если  раньше  для

решения поставленной прикладной задачи использовались модели с десятками и сотнями

параметров,  то  сегодня  модели  машинного  обучения  включают  в  себя  уже  сотни

миллионов  параметров  [1]. Такое  существенное  усложнение  используемых  в  машинном

обучении  моделей  привело  к  тому,  что  работа  алгоритмов  стала  непрозрачной  и

непонятной  даже  для  их  разработчиков,  не  говоря  уже  о  конечных  пользователях.  В

компьютерных науках эту проблему принято называть проблемой  интерпретируемости

методов машинного обучения [2]. Для решения этой проблемы в последнее время были

предложены  некоторые  технические  решения  в  виде  специальных  дополнительных

алгоритмов [3] [4] [5], которые помогают ответить на вопрос о том, почему использование

той  или  иной  модели  машинного  обучения  приводит  к  тем  или  иным  результатам.

Разработка  таких  интерпретирующих  алгоритмов  уже  стала  отдельным  направлением

исследований в области теории и практики машинного обучения [2].  

Однако,  поскольку  само  понятие  объяснения  не  является  простым  и

самоочевидным,  решение  проблемы  интерпретируемости  моделей  машинного  обучения

не  может  быть  чисто  техническим,  но  должно  также  включать  в  себя  содержательные

аспекты.  В  этой  работе  мы  подробно  рассматриваем  именно  содержательную  сторону

проблемы  объяснения  в  машинном  обучении.  Что  именно  следует  считать

удовлетворительным  объяснением  метода  машинного  обучения  связанного  с  данной

моделью? В чем могут состоять потенциальные уязвимости данного объяснения? Чтобы

ответить на эти и другие подобные вопросы, мы в этой работе обращаемся к различным

теориям объяснения развитым в рамках философской эпистемологии и исследуем вопрос

о  том,  в  какой  мере  эти  классические  теории  могут  быть  использованы  в  машинном

обучении.  Более  конкретно,  мы  рассматриваем  дедуктивно-номологические  теории

объяснения  [6]  и  теории  статистического  объяснения,  включая  теории,  использующие

понятие  о  статистической  релевантности  [7].  Мы  показываем,  что  именно  теории



статистической  релевантности  в  контексте  машинного  обучения  оказываются  самыми

эффективными.  Этот  тезис  мы  демонстрируем  на  примере  нескольких  конкретных

алгоритмов.  Полученные  нами  результаты,  с  одной  стороны,  открывают  новые

возможности для разработки архитектур и методов объяснения в машинном обучении, а с

другой  стороны,  указывают  на  возможность  использования  машинного  обучения  для

проведения компьютерных экспериментов в эпистемологии. 

Объяснительные алгоритмы в машинном обучении

Машинное  обучение  решает  множество  различных  прикладных  задач,  включая

задачи  предсказания,  классификации  и  ранжирования.  При  этом  наиболее  эффективные

для решения этих задач алгоритмы, как правило, оказываются самыми проблематичными

в  отношении  их  интерпретируемости.  При  разработке  специальных  интерпретирующих

(объяснительных)  алгоритмов  в  настоящее  время  используются  различные  подходы,

которые  можно  классифицировать  следующим  образом  [8]:  

1. Агностические подходы  используют  универсальные  схемы  объяснения  , которые

не зависят от особенностей тех моделей машинного обучения, к которым они 

применяются.  Основные  примеры  объяснительных  алгоритмов  этого  типа  -  это

алгоритмы  LIME [3] и  SHAP [4]. Для  каждой  конкретной  задачи  эти  алгоритмы

выстраивают свою локальную схему объяснения на основе исходной общей схемы.

2. Модельно-зависимые подходы.  Объяснительные  алгоритмы  и  методы  этого  типа

привязаны  к  конкретным  моделям  машинного  обучения.  В  качестве  примера

можно  привести  “карты  внимания”  [5],  которые  используются  совместно  с

алгоритмами  распознавания  изображений.  При  использовании  этого  метода

пользователь  имеет  возможность  выделить  те  элементы  данного  изображения,

которые  для  используемой  модели  машинного  обучения  оказываются  самыми

“важными”  в  том  смысле,  что  от  них  существенным  образом  зависит

окончательный результат [9]. 



3. Подходы, основанные на  использовании примеров. Объяснительные методы этого

типа используют в качестве объяснения наборы примеров из данных, на которых

обучался  данный  алгоритм,  выбирая  при  этом  данные,  которые  используемая

модель обучения обрабатывает сходным образом. 

В  течении  последних  нескольких  в  рамках  каждого  из  этих  трех  подходов  были

разработаны  объяснительные  алгоритмы  и  приведены  аргументы  в  пользу  того,  что

именно  алгоритмы  данного  типу  дают  корректную  интерпретацию  использованных

моделей машинного обучения. 

Отдельный  интерес  представляет  работа  [8],  в  которой  сравниваются  различные

методы  объяснения  и  восприятие  их  результатов  человеком.  Авторы  показывают,  что

объяснение  с  помощью  примеров  оказывается  наиболее  эффективным  во  всех  случаях

кроме случая задач на автоматическую  классификацию  текстов. Одна из причин  успеха

объяснения с помощью примеров в задачах на распознавание изображений заключается в

том, что в  таких  случаях  обучающие  данные,  как  правило, хорошо подобраны. Близкие

текстовые  примеры могут различаться  по своему смыслу намного  сильнее,  чем  близкие

изображения. 

Теории объяснения в эпистемологии

Эпистемологические теории объяснения можно разделить на две большие группы -

модели  научного  объяснения  (то  есть,  модели  объяснения  используемые  в  научной

практике)  и  герменевтические  модели  [10] (то  есть,  модели  объяснения,  основанные  на

контекстуальных  интерпретациях).  В  этой  работе  мы  ограничиваемся  рассмотрением

моделей  научного  объяснения  [11],  которые  имеют  более  прозрачную  логическую

структуру. 

Нужно  иметь  в  виду,  что  убедительность  и  “понятность”  в  психологическом

смысле этого слова сама по себе не указывает на корректность аргументов или истинность

соответствующих  утверждений.  Именно  поэтому  мы  считаем  необходимым  при

разработке  объяснительных  алгоритмов  для моделей  машинного  обучения  использовать

принципы  логически  обоснованной  формальной  эпистемологии.  В  работе  [12]



рассматривается  ряд  возможных  сценариев,  в  которых  рассматриваемые  модели

машинного обучения учатся обманывать человека. Такого рода эффекты возникают, когда

машинное объяснение строится в виде диалога с человеком, что позволяет модели найти

самую  успешную  стратегию  убеждения.  Чтобы  этого  избежать,  авторы  предлагают

использовать  только  такие  модели  машинного  обучения,  которые  соревнуются  только

сами с собой и друг с другом. 

Дедуктивно-номологическая модель научного объяснения

Дедуктивно-номологическая  модель  объяснения  была  впервые  предложена

Гемпелем  и  его  коллегами  в  50-х  и  60-х  годах  прошлого  столетия  [13].  Эта  модель

основана на характерном для логического эмпиризма представлении о научной теории как

аксиоматической  теории  построенной  в  духе  математических  аксиоматических  теорий

начала  20-го  века.  В  отличие  от  случая  чисто  математических  теорий,  физические  и

другие  естественно-научные  теории,  согласно  Гемпелю,  используют  в  качестве  аксиом

универсальные  высказывания эмпирического  характера,  которые он называет  “законами

природы”.  Объяснение  данного  эмпирического  высказывания  (факта)  Р  в  дедуктивно-

номологической  модели  Гемпеля  представляет  собой  логический  вывод  Р  из  аксиом

теории, среди которых должен быть хотя бы один закон природы (что позволяет отнести

такой  логический  вывод  к  типу  выводов  “от  общего  к  частному”).  Другими  словами,

научное  объяснение  в  рамках  данной  модели,  где  экспланандум -  это  факт,  который

подлежит  объяснению,  а  эксплананс это  теоретическая  конструкция,  которая  этот  факт

объясняет,  должно удовлетворять следующим двум условиям:

! Экспланандум должен быть логическим следствием эксплананса

! Эксплананс должен содержать хотя бы один закон природы и полный логический

вывод соответствующего экспланандума. 

В качестве простого примера рассмотрим дедуктивно-номологическое объяснение 

утверждения о том, что планета Марс в определенный будущий момент времени будет 

наблюдаться из данной географической локации в рассчитанной области небесной сферы. 

В качестве законов природы в этой ситуации может быть использованы законы 



классической механики или принципы геоцентрической системы Птолемея. Расчет 

наблюдаемого положения Марса в будущий момент времени на основании этих (и 

некоторых других) принципов можно рассматривать в качестве формы логического 

вывода. Таким образом, объяснение данного высказывания содержит ссылку на закон 

природы и логический вывод в виде расчета. Преимущество законов классической 

механики с точки зрения дедуктивно-номологической теории объяснения состоит в том, 

что в отличие от принципов системы Птолемея они применимы к любым механическим 

явлениям, а не только к наблюдаемым невооруженным глазом небесным явлением и, 

таким образом, являются более общими.

Ключевой  недостаток  дедуктивно-номологической  теории  объяснения  -  это

необходимость  использования  универсальных  эмпирических  принципов  (законов

природы)  во  всяком  научном  объяснении.  Очевидно,  что  многие  используемые  в

естественных  науках  объяснения  строятся  иначе.  Например,  объяснение  повышения

среднегодовой  температуры  на  нашей  планете  выбросами  углекислого  газа  и  другими

антропогенными факторами не содержит прямых ссылок на общие законы природы (хотя,

разумеется,  и не  входит  в  противоречие  с такими  законами).  Чтобы  расширить  область

применимости  своей  теории  Гемпель  поочередно  предложил  два  расширения  своей

модели в виде дедуктивно-статистической и индуктивно-статистической моделей [15].

Первая из этих моделей отличается от рассмотренной выше дедуктивно-номологической

модели  только  тем,  что  универсальные  законы  природы  заменяются  в  ней  на

статистические закономерности; остальные требования к объяснениям остаются при этом

без  изменений.  Вторая  модификация  дедуктивно-номологической  модели  объяснения,

которую Гемпель называет индуктивно-статистической, позволяет строить объяснения не

только на основе законов и статистических закономерностей, но также на основе простых

наборов  фактов.  Согласно  Гемпелю,  если  некоторый  набор  обстоятельств  (фактов)  F с

позволяет  с  высокой  вероятностью  предсказать  наступление  события  S,  то  логический

вывод высказывания о наступлении S с использованием фактов F в качестве предпосылок

можно также рассматривать в качестве объяснения этого высказывания. 

Существенной проблемой индуктивно-статистической модели объяснения является

возможность  ложных  корреляций  (spurious  correlations)  [16],  которые  указывают  на



высокую  вероятность  наступления  некоторого  события  при  абсолютно  не  релевантных

этому событию условиях. Популярный пример ложной корреляции приведен в известной

работе  [17],  где  описана  корреляция  по  времени  со  значением  0.9 между  затратами  на

научные исследования в США и числом самоубийств с помощью удушения в этой стране. 

Модель статистической релевантности

Основная  идея  этого  подхода  [7]  заключается  в  том,  что  объяснение  данного

явления или события некоторого класса А предоставляется через некоторые атрибуты С

событий этого класса, которые должны быть статистически релевантными по отношению

к другому атрибуту B, который характеризует данный тип событий. Атрибут В считается

статистически  релевантным,  если  вероятность  проявления  атрибута  B  при  условии

проявления  атрибута  С  отличается  от  проявления  В  без  этого  условия.  Формально  это

∣ ∣условие выражается с помощью формулы: P(B A.C)≠P(B A).

Важной  особенностью  в  этой  модели  является  возможность  равномерного

разбиения класса  А  на  непересекающиеся  подклассы  (подклассы  эквивалентности),  при

котором элементы данного подкласса A_i обладают одинаковыми наборами атрибутов C_i

(называемые ячейками) и выполнены следующие условия:

! Всякая  ячейка  статистически  релевантна  любой  другой  ячейке:  если  i≠j  ,  то

∣ ∣P(B A.C_i)≠P(B A.C_j)

! Ячейки различных подклассов различны: если i≠j , то С_i ≠ C_j 

! Не  существует  других  статистически  релевантных  атрибутов:  

∣ ∣P(B A.C_i)=P(B A.C_i.D_k) для любых атрибутов D_k

Объяснение  события  S, которое  характеризуется  базовым  атрибутом  B, в  рамках

данной модели объяснения строится следующим образом:

! Вычисляется  вероятность  наступления  события  типа  B  среди  исходного  класса

событий А; 

! Производится  равномерное  разбиение  класса  А  на  подклассы  по  отношению  к

событиям типа В;



! Вычисляется вероятность наступления события типа В для каждого из полученных

подклассов A_i; 

! Объяснение  события  S  состоит  в  указании  на  ячейки  С_i  ,  соответствующие

подклассам A_i.

Таким  образом,  объяснение  в  рамках  данной  модели  имеет  форму  ссылки  на

определенный ряд параметров объясняемого явления или события. Поскольку отношение

принадлежности  события  к  данному  подклассу  является  отношением  эквивалентности,

получаемое  таким  образом  релевантное  объяснение  данного  события  является

единственным.

Модель  статистически  релевантных  объяснений  (СР)  существенно  отличается  от

индуктивно-статистического  расширения  модели  Гемпеля.  Для  успешного  объяснения

события с помощью СР нет необходимости в том, чтобы объясняемое событие наступало

с  высокой  вероятностью.  СР  также  решает  проблему  контринтуитивных  нерелевантных

объяснений,  которые  допускаются  в  дедуктивно-номологической  модели.  Согласно

автору СР  В. Салмону, модели Гемпеля  предоставляют  не объяснения  событий, а лишь

аргументы в пользу различных гипотез, связанных с этими событиями [14]. 

Модели  объяснения,  объяснительные  алгоритмы  и  эпистемологические

эксперименты

В  большинстве  случаев  когда  в  задачах  машинного  обучения  требуется

использовать объяснения, речь идет про анализ данных высокой размерности. Популярная

задача  такого  рода  состоит  в  объяснении  классификации  изображений,  полученного  с

помощью  машинного  обучения.  В  этом  случае  необходимо  объяснить,  каким  образом

алгоритмы  машинного  обучения  относят  данное  изображение  состоящее  из  набора

пикселей к тому или иному классу. 

Отталкиваясь  от  данных  в  виде  массивов  пикселей,  можно  пытаться  строить

объяснение с помощью индуктивно-статистической  модели, выделяя наборы пикселей с

определенными характеристиками (например, определенным цветом), которые с высокой

вероятностью  коррелируют  с  принадлежностью  данного  изображения  тому  или  иному

классу.  Но  как  мы  уже  показывали,  такие  индуктивно-статистические  объяснения



сталкиваются  с  проблемой  нерелевантности.  Практическим  следствием  этой  проблемы

является  уязвимость  машинного  распознавания  изображений  по  отношению  к

возможному  злонамеренному  вмешательству  (adversarial  attack),  при  котором  замена

отдельных  пикселей  способна  существенно  изменить  результат  получаемой

классификации [18]. 

Использование для построения объяснения модели статистической релевантности

само  по  себе  не  позволяет  решить  эту  проблему.  В  этом  случае  нужно  допустить,  что

исходное  множество  пикселей  может  быть  равномерно  разбито  на  классы

эквивалентности  так,  чтобы  каждый  выделенный  пиксель  указывал  на  свою  ячейку  с

объяснением.  Однако  на  практике  такое  равномерное  разбиение  часто  оказывается

недостижимым, поскольку значительные массивы пикселей оказываются нерелевантными

получаемым объяснением. В частсности, пиксели, относящиеся к элементам фона данного

изображения,  остаются  очевидным  образом  нерелевантными  к  решению  задачи

отнесению этого изображения к тому или иному классу.  

Очевидно,  что  излишне  подробное  представление  исходных  данных  во  многих

случаях  не  позволяет  построить  корректное  объяснение  работы  алгоритмов  машинного

обучения  использующих  эти  данные.  Классификацию  изображений  невозможно

объяснить с помощью анализа отдельных пикселей так же как смысл письменного текста

невозможно объяснить с помощью анализа отдельных букв. В таких случаях необходимо

использовать  разбиения  на  ячейки  более  высокого  уровня,  которые  можно  получить  с

помощью  предварительной  агрегации  исходных  данных.  Получаемые  таким  образом

высокоуровневые  объяснения  должны  быть  выражены  в  соответствующих

агрегированных терминах. 

Именно более высоким уровнем агрегации может быть объяснен успех объяснения

через примеры, которые мы разбирали выше в разделе 2. Другой вариант использования

идеи высокоуровневых объяснений описан в ряде работа, в которых авторы предлагают

модели  машинного  обучения,  в  которых  нейронная  сеть  параллельно  с  обучением  на

сырых данных автоматически формирует концепты для последующего объяснения своей

собственной работы [19].

На использование эпистемологических теорий объяснения в анализе и разработке

алгоритмов машинного обучения можно посмотреть и с другой стороны, а именно как на



способ экспериментальной проверки этих теорий. Приведенный выше анализ показывает,

что  из  рассмотренных  стандартных  теорий  объяснения  наиболее  адекватной  задачам

машинного обучения является теория статистической релевантности. 

Выводы и дальнейшая работа

Ключевой  вывод  нашей  работы  состоит  в  том,  что  рассмотрение  классических

эпистемологических  моделей  научного  объяснения  в  контексте  машинного  обучения

позволяет  задавать  критерии  объективной  оценки  эффективности  объяснительных

алгоритмов и создавать  ориентиры для разработки более надежных и и более понятных

алгоритмических  объяснений.  Наши  выводы  касающиеся  алгоритмов  классификации

изображений  переносятся  и  на  другие  задачи  машинного  обучения.  Таким  образом,  мы

надеемся,  что  эта  работа  будет  полезна  всем  исследователям  в  области  машинного

обучения, которые исследуют общий подход к релевантным объяснениям. 

Мы также показали, что теория объяснения остается сегодня важной и актуальной

областью  современной  эпистемологии,  которая  может  получить  новый  импульс  для

своего  развития  благодаря  своим  приложениям  в  теории  и  практике  Искусственного

Интеллекта.  Эпистемология  машинного  обучения  является  сегодня  перспективным

направлением  исследований  в  области  экспериментальной  эпистемологии  [20],  которое

имеет   большое  значение  для  лучшего  понимания  и  контроля  социальных  последствий

широкого распространения технологий машинного обучения во всех сферах современной

жизни. 
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